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Tutkimus keskittyy tekoälyn etiikkaan, syrjinnän etiikkaan ja oikeudenmukaisuusteoriaan. 

Väitöskirjatutkimus ”Algorithmic Fairness in a Nonideal World” käsittelee menetelmiä, joita on kehitetty 

tekoälyjärjestelmien yhdenvertaisuuden ja oikeudenmukaisuuden arvioimiseksi ja parantamiseksi, kriittisestä 

ja yhteiskuntafilosofisesta näkökulmasta 

ESITTELY

Erityisasiantuntijana Euroopan Neuvoston hankkeessa 

”Upholding equality and non-discrimination by Equality bodies

regarding the use of artificial intelligence (AI) in public

administrations”.

Osallistuin valtioneuvoston tutkimus- ja selvityshankkeeseen

“Tekoälyn vinoumien välttäminen: suomalainen arviointikehikko 

syrjimättömille tekoälysovelluksille”, jossa tuotettiin raportti ja 

arviointikehikko tekoälyjärjestelmien yhdenvertaisuusvaikutusten 

arviointia varten.
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TAUSTAA



Koneoppiminen viittaa prosessiin, jossa jostakin näytteestä (nk. opetusdatasta) tuotetaan ennustemalli 

käyttämällä koneoppimisalgoritmia. Tietokoneohjelma tai sovellus hyödyntää mallia tuottamaan tulosteita 

(engl. output) siihen syötetyn datan (input) pohjalta – tekoälyjärjestelmät voivat sisältää useita malleja. 

Tekoälyavusteisessa päätöksenteossa ennustemallia käytetään algoritmina, jonka tuottamat tulosteet voivat 

joko informoida ihmisen (esim. viranomaisen) päätöksiä tai toimia suoraan päätöksinä.

Tulosteet voivat olla esimerkiksi suosituksia, ehdotuksia, ennusteita, arvioita, päätöksiä tai listauksia. 

Tulosteet voidaan esittää myös erilaisissa muodoissa (esim. numeerisesti, tekstinä, kuvina, äänenä, videona).

OPETUSDATA OPPIMISALGORITMI MALLI KÄYTTÖ

KONEOPPIMINEN JA TEKOÄLY



Tekoälyn käyttö on yleistymässä sosiaalihuollon alueella. 

Tekoälyjärjestelmiä käytetään muun muassa riskien arvioinnissa, kriisissä olevien ihmisten auttamisessa, 

ennaltaehkäisevien toimien vahvistamisessa, sosiaalipalveluiden tarjonnan systeemisten vinoumien ja 

katvealueiden tunnistamisessa, sosiaalityön koulutuksessa sekä sosiaalityöntekijöiden työuupumuksen, 

palveluiden tulosten ja palveluiden hyväksikäytön ennustamisessa ja tunnistamisessa1.

Eriarvoistavat vaikutukset ja syrjivät ”vinoumat” keskeisenä eettis-juridisena haasteena.

Tutkimuskirjallisuudessa tunnistettuna riskinä on, että esimerkiksi ”asiakkaiden arvioinnissa sekä 

interventioiden ja toimintasuunnitelmien laatimisessa käytetyt algoritmit sisältävät [esimerkiksi] etniseen 

alkuperään, sukupuoleen, seksuaaliseen suuntautumiseen, sukupuoli-ilmaisuun ja muihin haavoittuviin tai 

lailla suojattuihin ominaisuuksiin liittyviä vinoumia”1. 

TEKOÄLY SOSIAALIHUOLLOSSA



TAPAUSESIMERKKI:

Tanskan hallitus käyttää koneoppimisella tuotettuja algoritmeja 

sosiaalietuuksien jakamisessa tarkoituksenaan tunnistaa petokset

sosiaalietuushakemuksissa jatkotutkimuksien suorittamista varten.

Profilointimalleilla analysoidaan tietoja etuuksien saajista ja heidän

perheenjäsenistään tai muista kotitalouden jäsenistä, jotta

tunnistettaisiin henkilöt, joilla on suurempi todennäköisyys saada

etuuksia vilpillisesti. Petoksista epäillyt henkilöt merkitään

lisätutkimuksia varten. Mallit sisältävät muuttujia, kuten asuinpaikka,

muutot, kansalaisuus, syntymäpaikka, perhesuhteet, asumismuoto,

työllisyys, tulot, verot, terveys ja koulutus.

Amnestyn raportin mukaan käytetyt algoritmit vaikuttavat 

negatiivisesti sosiaaliturvaetuuksien saajien ihmisoikeuksiin, 

mukaan lukien heidän oikeuteensa yksityisyyteen, tasa-arvoon ja 

syrjimättömyyteen, ihmisarvoon, sosiaaliturvaan ja oikeussuojaan.

Lue lisää Tanskan tapauksesta täältä. Amnesty on tutkinut myös 

Ruotsissa käytettäviä vastaavia algoritmeja, ks. lisää täältä.

https://www.amnesty.org/en/latest/news/2024/11/denmark-ai-powered-welfare-system-fuels-mass-surveillance-and-risks-discriminating-against-marginalized-groups-report/
https://www.amnesty.org/en/latest/news/2024/11/sweden-authorities-must-discontinue-discriminatory-ai-systems-used-by-welfare-agency/


Mitä ovat vinoumat ja 

miten ne syntyvät?



”Vinoumalle” ei ole yleisesti hyväksyttyä määritelmää.

Termillä viitataan tapauksiin, joissa (i) järjestelmän opetusdata, (ii) algoritmi tai malli, (iii) tulosteet tai (iv) 

järjestelmän käytön tosiasialliset vaikutukset poikkeavat systemaattisesti jostakin eettisestä, juridisesta tai 

tilastollisesta kriteeristä. 

• Mikä lasketaan vinoumaksi missäkin kontekstissa riippuu käytetystä standardista, josta poikkeaminen 

katsotaan epätoivottavaksi2. 

Huom. vinouma on syrjivä juridisessa mielessä, kun se rikkoo laissa määriteltyä syrjinnän kieltoa.

Vinoumat paitsi syntyvät myös ilmenevät eri tavoin järjestelmän toiminnassa ja vaikutuksissa2-3. 

Yleisiä syitä vinoumien takana ovat esim. mittaus- ja otantavirheet, opetusdatan puutteellinen esikäsittely ja 

koneoppimisprosessin tavoitteiden puutteellinen määrittely. Tilastollisesti edustava ja totuudenmukainen 

(opetus)datakin voi kuitenkin heijastaa tosiasiallisia (ml. ongelmallisia) eroja mallinnetussa populaatiossa. 

VINOUMAT TEKOÄLYJÄRJESTELMISSÄ



Mallin tulosteet ovat sisällöllisesti vinoutuneita, kun ne ovat systemaattisesti epäedullisempia jonkin 

ryhmän jäsenten kohdalla. 

Esimerkki 1. Etuushakemusten petosten tunnistamiseen käytettävä algoritmi merkitsee keskimäärin 

todennäköisemmin maahanmuuttajan kuin kantaväestön edustajan epäilynalaiseksi. 

Esimerkki 2. Tekstin tai kuvien generoimiseen käytettävä malli tuottaa tulosteita, jotka sisältävät naisia 

halventavaa tai syrjivää sisältöä (esim. vahingollisia stereotypioita tai toksista sisältöä).

Mallin tulosteet ovat laadullisesti vinoutuneita, kun ne ovat systemaattisesti huonompilaatuisia (esim. 

virheellisiä) jonkin ryhmän jäsenten kohdalla.

Esimerkki 3. Lääketieteelliseen kuvantamiseen käytetty malli tuottaa keskimäärin enemmän positiivisia 

diagnooseja tautia kantamattomille miehille ja keskimäärin enemmän negatiivisia diagnooseja tautia kantaville 

naisille. 

 

MITEN VINOUMAT ILMENEVÄT?



Opetusdata sisältää kiellettyjä syrjintäperusteita koskevaa tietoa.

Esimerkki A. Ansioluetteloiden seulontaan käytetty malli on opetettu 

ansioluetteloilla, jotka sisältävät tietoa hakijan sukupuolesta, iästä ja 

etnisestä taustasta.

Ryhmän edustajat ovat yli- tai aliedustettuna opetusdatassa.

Esimerkki B. Kasvojentunnistusmallin opetusaineisto sisältää keskimäärin 

vähemmän kuvia naisista ja tummaihoisista ihmisistä. 

Opetusdata sisältää (enemmän) virheellistä tietoa jonkin ryhmän 

edustajista.

Esimerkki C. Lääketieteelliseen diagnostiikkaan käytetyn mallin 

opetusaineisto sisältää lääkäreiden diagnooseja, joissa on systemaattisesti 

aliarvioitu naispotilaiden hoidontarvetta.

OPETUSDATA



Oppimisalgoritmin tavoitefunktio on määritelty huomioimatta reiluutta.

Oppimisalgoritmin tavoitteeksi määritellään yksinomaan mallin yleisen 

osumatarkkuuden maksimoiminen. Tämä voi johtaa eroihin mallin 

tarkkuudessa eri ryhmien välillä, mutta myös kasvattaa datasta ennalta 

löytyviä eroja ryhmien välillä. 

Oppimisalgoritmi löytää korvikemuuttujan (t. ennustetekijän) kielletylle 

syrjintäperusteelle.

Esimerkki D. Oppimisalgoritmin tehtävä on oppia, mitkä tiedot 

ansioluetteloissa ennustavat hakijan palkkaamista. Opetusaineisto ei sisällä 

tietoa hakijoiden sukupuolesta. Palkatut henkilöt ovat historiallisesti olleet 

kuitenkin pääosin miehiä. 

Koneoppimisalgoritmi voi oppia, että ansioluetteloista löytyvät tiedot, joita on 

keskimäärin useammin naishakijoilla (esim. tietyt nimet tai vähemmän 

assertiivinen kielenkäyttö), ennustavat kielteistä rekrytointipäätöstä. Toisin 

sanoen, algoritmi oppii korvikemuuttujan (engl. proxy) sukupuolelle.

OPPIMISALGORITMI



Mitä on 

algoritminen reiluus?



Monitieteellinen tutkimuskenttä (engl. algorithmic fairness tai fair machine learning), jossa tutkitaan ja 

kehitetään menetelmiä, joilla voitaisiin varmistaa tekoälyjärjestelmien syrjimättömyys ja laajemmassa 

mielessä henkilöiden yhdenvertainen ja oikeudenmukainen kohtelu3-7. 

“Algoritmisen reiluuden” perusajatuksena on, että tekoälyjärjestelmän ennusteiden sisältö tai laatu

eivät saisi riippua kielletyistä syrjintäperusteista, kuten sukupuolesta tai etnisestä taustasta.

ALGORITMINEN REILUUS

෡𝒀

A

X

Ennuste

(Esim. lainapäätös)

Kielletty syrjintäperuste

(Esim. etninen tausta)

Näennäisen neutraali proxy-muuttuja

(Esim. postinumero)

Kuvio 1. Kielletty syrjintäperuste voi vaikuttaa välittömästi tai välillisesti tekoälyjärjestelmän ennusteisiin



Kirjallisuudessa on esitetty lukuisia reiluusmääritelmiä, jotka pyrkivät formalisoimaan edellä mainitun 

perusajatuksen5-7. 

Reiluusmääritelmät ilmaistaan usein mallin muuttujien X, kiellettyjen syrjintäperusteiden A, tulosteiden ෡𝒀 ja 

kohdemuuttujan (eli ennustettavan asian todellisen arvon) Y yhteisjakauman ominaisuuksina4. 

Tietämättömyys A ∉ X Mallin muuttujat eivät sisällä kiellettyjä syrjintäperusteita.

Riittävyys Y ⊥ A | ෡𝒀 Todellinen arvo on riippumaton kielletystä syrjintäperusteesta, kun ennuste on annettu.

Erottelevuus ෡𝒀 ⊥ A | Y Ennuste on riippumaton kielletystä syrjintäperusteesta, kun todellinen arvo on annettu.

Riippumattomuus ෡𝒀⊥ A Ennuste on riippumaton kielletystä syrjintäperusteesta.

REILUUSMÄÄRITELMÄT JA -MITTARIT

Taulukko 1. Formaaleja määritelmiä algoritmiselle reiluudelle



Reiluusmääritelmiä operationalisoidaan ”reiluusmittareiksi”, jotta epäreiluja vinoumia voitaisiin tunnistaa ja 

korjata malleissa. Reiluusmittareita on kymmeniä ja monet niistä tarkastelevat tulosteiden sisällön tai laadun 

mittareiden (esim. sensitiivisyys ja spesifisyys) eroja ryhmien välillä4-6. 

Tilastollinen tai demografinen yhtäläisyys (nk. Statistical tai Demographic Parity)

Positiivisen (tai negatiivisen) ennusteen todennäköisyys täytyy olla sama eri ryhmien välillä. 
Esim. malli myöntää etuuden yhtä todennäköisesti riippumatta hakijan sukupuolesta.

Mahdollisuuksien yhtäläisyys (nk. Equalized Odds)

Väärän positiivisen ja väärän negatiivisen ennusteen todennäköisyys täytyy olla sama eri ryhmien välillä.
Esim. malli virheellisesti myöntää tai evää hakijalta etuuden yhtä todennäköisesti riippumatta hakijan sukupuolesta.

Samankaltaisuusehto (nk. Fairness through Awareness)

Ennusteen tulee olla sama samankaltaisille henkilöille, vaikka henkilöt kuuluisivat eri ryhmään.
Esim. mallin etuuspäätökset ovat samat niille mies- ja naishakijoille, joilla on etuuspäätöksen kannalta samat merkitykselliset ominaisuudet. 

Kontrafaktuaalinen ehto (nk. Counterfactual Fairness)

Ennusteen tulee olla sama aktuaalisessa tilanteessa kuin kontrafaktuaalisessa tilanteessa, jossa henkilö kuuluisi eri ryhmään.
Esim. malli tuottaisi myönteisen etuuspäätöksen hakijalle tilanteessa, jossa hakijan sukupuoli olisi eri.

REILUUSMÄÄRITELMÄT JA -MITTARIT



Vinoumia korjataan suorittamalla tekninen interventio (nk. debiasing intervention), joka parantaa mallia 

suhteessa valitun reiluusmittarin ihannearvoon (ts. minimoi eroa tulosteiden sisällössä tai laadussa 

vertailtavien ryhmien välillä).

Nykyiset interventiostrategiat kohdistuvat ns. koneoppimisputken eri vaiheisiin5.

VINOUMIEN EHKÄISEMINEN JA KORJAAMINEN

Esikäsittelymenetelmät

(Muokataan opetusdataa)

Prosessointimenetelmät

(Muokataan oppimisalgoritmia)

Jälkikäsittelymenetelmät

(Muokataan tulosteita)

Mallia (t. algoritmia) 

arvioidaan reiluusmittarilla

Opetettu algoritmi tekee enemmän

virheitä naisten kuin miesten kohdalla.

Interventio tuottaa

“reilumman” ennustemallin

Pienemmät erot virhetasoissa

miesten ja naisten välllä.

Tunnistettu vinouma

poistetaan tai minimoidaan



HAASTEITA VINOUMIEN TUNNISTAMISESSA JA KORJAAMISESSA

Mallin parantaminen yhdessä mielessä saattaa huonontaa sitä toisessa mielessä. 

• Esimerkiksi useat reiluuskriteerit ovat käytännössä toisensa poissulkevia, jolloin yhdenlaisen vinouman 

poistaminen saattaa tuottaa toisenlaisen vinouman8-10.

• Vinoumien poistaminen voi johtaa paikoin (mutta ei aina) mallin kokonaistarkkuuden heikentymiseen10-11.

Nykyiset interventiomenetelmät ovat hankalia toteuttaa ja niillä voi olla vahingollisia vaikutuksia. 

• Vinoumien korjaaminen edellyttää usein pääsyä kiellettyjä syrjintäperusteita koskevaan tietoon12. 

Tekoälyasetuksen myötä tämän tiedon kerääminen ja käyttäminen nimenomaisesti vinoumien 

tunnistamiseksi ja korjaamiseksi pitäisi olla mahdollista, joskin tarkasti säänneltyä (artikla 10 kohta 5). 

• Vinoumia korjaavat interventiot saattavat parantaa reiluutta kyseenalaisilla menetelmillä (esim. 

hyödyntämällä päätöksen kannalta merkityksettömiä proxyja13). Lyhyellä tähtäimellä reiluutta parantavilla 

interventioilla voi olla myös vahingollisia vaikutuksia pitkässä juoksussa (esim. kasvattavat eroja ryhmien 

välillä14).



Yhdenvertaisuuslain 

näkökulmia tekoälyyn



Algoritminen reiluus ≠ yhdenvertaisuus. Nykyiset menetelmät algoritmisen reiluuden 

arvioimiseksi ja takaamiseksi eivät ole riittäviä (joskin todennäköisesti välttämättömiä) 

yhdenvertaisuuden toteutumiselle yhdenvertaisuuslain (YVL 1325/2014) näkökulmasta.

YVL:n syrjinnän kielto on monipuolinen ja myös suhteellisen kattava suhteessa muiden EU-maiden 

lainsäädäntöön. 

Tekoälyjärjestelmien syrjimättömyyttä ja yhdenvertaisuusvaikutuksia on arvioitava käyttämällä 

YVL:ää standardina, erityisesti välittömän ja välillisen syrjinnän kieltoja (10 ja 13 §).

Huom. Tekoälyasetuksen artiklan 10 kohdan 2e–f mukaan koulutus-, validointi- ja testausdatajoukkoihin on 

sovellettava suuririskisen tekoälyjärjestelmän tapauksissa soveltuvia datanhallinta- ja hallinnointikäytäntöjä, 

joilla havaitaan, ehkäistään ja lievennetään vinoumia, jotka johtavat syrjintään.

ALGORITMISEN REILUUDEN RAJAT 



Välitön syrjintä = Henkilöä kohdellaan häneen liittyvän syyn perusteella epäsuotuisammin kuin jotakuta 

muuta on kohdeltu, kohdellaan tai kohdeltaisiin vertailukelpoisessa tilanteessa (YVL 10 §). 

Välillinen syrjintä = Näennäisesti yhdenvertainen sääntö, peruste tai käytäntö saattaa jonkun muita 

epäedullisempaan asemaan henkilöön liittyvän syyn perusteella, paitsi jos säännöllä, perusteella tai 

käytännöllä on hyväksyttävä tavoite ja tavoitteen saavuttamiseksi käytetyt keinot ovat asianmukaisia ja 

tarpeellisia (YVL 13 §).

Erilainen kohtelu ei ole syrjintää, jos kohtelu perustuu lakiin ja sillä muutoin on hyväksyttävä tavoite ja keinot 

tavoitteen saavuttamiseksi ovat oikeasuhtaisia (YVL 11 §).

EU-lainsäädännön15-16 ja Suomen YVL:n valossa3 syrjinnän arviointi on olemuksellisesti 

tapauskohtaista. Tekoälyjärjestelmien testaamisessa (ja laajemmin yhdenvertaisuusvaikutusten 

arvioinnissa) ei voida tukeutua pelkästään tilastollisiin mittareihin ja valmiisiin arviointisapluunoihin. 

SYRJINNÄN KIELTO 



Tapauskohtaisen arvioinnin tarve perustuu myös kiellettyjen syrjintäperusteiden listan avoimuuteen.

Kiellettyjä syrjintäperusteita ovat ikä, alkuperä, kansalaisuus, kieli, uskonto, vakaumus, mielipide, poliittinen 

toiminta, ammattiyhdistystoiminta, perhesuhteet, terveydentila, vammaisuus, seksuaalinen suuntautuminen 

tai muu henkilöön liittyvä syy (YVL 8 §). 

Huom. olettamus henkilön ominaisuudesta syynä erilaiselle kohtelulle on riittävää syrjintäepäilyn 

muodostumiselle. Periaatteessa riittää, että tekoälyjärjestelmä virheellisesti olettaa henkilön kuuluvan tiettyyn 

ryhmään (esim. sukupuoli tai kansalaisuus), vaikka näin ei todella olisi, ja kohtelee häntä epäsuotuisammin.

YVL:n syrjinnän kielto kattaa myös moniperusteisen syrjinnän, jossa henkilö joutuu syrjinnän kohteeksi 

kahden tai useamman eri syrjintäperusteen perusteella. 

Moniperusteisen syrjinnän riskejä tulee arvioida myös tekoälyn käytössä (ja käyttöä 

suunniteltaessa). Tekoälyjärjestelmät voivat yhdistellä eri tietoluokkia ja muodostaa monimutkaisia 

proxy-muuttujia, jotka voivat korreloida kiellettyjen syrjintäperusteiden kanssa.

KIELLETYT SYRJINTÄPERUSTEET 



Standardimenetelmät algoritmisen reiluuden arvioimiselle (esim. reiluusmittarit ja -testit) eivät pysty 

tuottamaan riittävää todistuksellista perustaa yhdenvertaisuusvaikutusten arvioinnille Suomen3 ja EU-

lainsäädännön15-16 näkökulmista. 

Yhdenvertaisuusvaikutusten arviointia tulee toteuttaa laajemmin ja säännöllisesti, mukaan lukien 

silloin, kun tekoälyn käyttöä vasta suunnitellaan.

Muu vaadittu vaikutuksenarviointi (esim. DPIA ja FRIA) voi olla tukena tässä, mutta ei välttämättä kata 

kaikkea YVL:n kannalta olennaista. 

Huom. tilastollista näyttöä tarvitaan kuitenkin riskinarviointiin ja sitä voidaan käyttää syrjinnän osoittamiseen. 

Tilastollisen yhtäläisyyden (engl. Statistical Parity) mittari näyttäisi olevan parhaiten linjassa EU:n 

lainsäädännön ja oikeuskäytännön kanssa15. Kaikkia mittareita tulee kuitenkin käyttää huolellisesti ja 

niiden rajoitteet tiedostaen. Tekoälyasetuksen rinnalle tulevat ”harmonisoidut standardit” tulevat 

myös tarjoamaan suuntaviivoja tekoälyjärjestelmien lainmukaisuusarvioinnille (ml. vinoumien 

tunnistamiselle).

SYRJINNÄN ARVIOIMINEN 



Tekoälyjärjestelmiä kehitettäessä (ja käytettäessä) voi olla tarpeen käyttää vinoumien korjaamiseen 

käytettäviä teknisiä menetelmiä. 

• Menetelmiä tulee kuitenkin käyttää harkiten ja osana muita toimia, joilla henkilöiden yhdenvertaisuutta 

pyritään turvaamaan ja edistämään. 

• Tekniset interventiot eivät poista ongelmallisten vinoumien taustalla olevia juurisyitä, kuten kognitiivisia 

vinoumia, syrjiviä sosiaalisia normeja tai eriarvoistavia rakenteita. 

Tekoälyjärjestelmien yhdenvertaisuusvaikutuksia parantavat suunnittelu- ja datanhallintatoimet pitää toisaalta 

toteuttaa siten, että niiden myötä ei itsessään tulla rikkoneeksi syrjinnän kieltoa. 

• Tekoälyjärjestelmien arvioinnissa ja teknisessä suunnittelussa tulee esimerkiksi huomioida 

oikeasuhtaisuus mutta myös positiivista erityiskohtelua koskeva sääntely (YVL 9 §), jossa säännellään 

toimista, joilla voidaan parantaa esim. haavoittuvaisten ryhmien asemaa (ks. myös Yhdenvertaisuuden 

edistäminen ja positiivinen erityiskohtelu).

SYRJIVIEN VINOUMIEN EHKÄISEMINEN 

https://yhdenvertaisuusvaltuutettu.fi/documents/25249352/34271289/Positiivisen+erityiskohtelun+opas.pdf/34593484-7b08-47da-a662-cceb6e4df28e/Positiivisen+erityiskohtelun+opas.pdf?version=1.1&t=1709109035952
https://yhdenvertaisuusvaltuutettu.fi/documents/25249352/34271289/Positiivisen+erityiskohtelun+opas.pdf/34593484-7b08-47da-a662-cceb6e4df28e/Positiivisen+erityiskohtelun+opas.pdf?version=1.1&t=1709109035952
https://yhdenvertaisuusvaltuutettu.fi/documents/25249352/34271289/Positiivisen+erityiskohtelun+opas.pdf/34593484-7b08-47da-a662-cceb6e4df28e/Positiivisen+erityiskohtelun+opas.pdf?version=1.1&t=1709109035952
https://yhdenvertaisuusvaltuutettu.fi/documents/25249352/34271289/Positiivisen+erityiskohtelun+opas.pdf/34593484-7b08-47da-a662-cceb6e4df28e/Positiivisen+erityiskohtelun+opas.pdf?version=1.1&t=1709109035952
https://yhdenvertaisuusvaltuutettu.fi/documents/25249352/34271289/Positiivisen+erityiskohtelun+opas.pdf/34593484-7b08-47da-a662-cceb6e4df28e/Positiivisen+erityiskohtelun+opas.pdf?version=1.1&t=1709109035952


Yhdenvertaisuus tekoälyjärjestelmien käytössä ei typisty pelkästään syrjimättömyyteen.

Viranomaisilla, koulutuksen järjestäjillä ja työnantajilla on myös velvollisuus myös edistää toiminnassaan 

yhdenvertaisuuden toteutumista (5–7 §). Edistämisvelvoite tulee huomioida myös, kun arvioidaan 

tekoälyjärjestelmien tavoitteita ja vaikutuksia.

• Edistämisvelvoite edellyttää tehokasta yhdenvertaisuusvaikutusten arviointia tekoälyjärjestelmän 

suunnittelu- ja hankintavaiheissa ja sekä käytön aikana. 

• Viranomaisen on pyrittävä toiminnassaan poistamaan yhdenvertaisuuden toteutumisen esteet ja 

muutettava tällaisia olosuhteita (HE 19/2014 vp, s. 61).

• Edistämisvelvoite asettaa myös lakisääteisen velvollisuuden kehittää tekoälyn hyödyntämistä nimenomaan 

yhdenvertaisuuden edistämisen näkökulmasta. 

Tekoälyjärjestelmän käyttötarkoituksen ja –tavan harkinta on keskeistä (esim. panostetaanko 

tekoälyyn, jotta etuudet ja tuet tehdään saavutettavimmiksi vaiko petoksien tunnistamiseksi).

YHDENVERTAISUUDEN EDISTÄMISVELVOITE 



Valtioneuvoston tutkimus- ja selvityshanke

Algoritminen syrjintä ja yhdenvertaisuuden 

edistäminen: Arviointikehikko syrjimättömälle 

tekoälylle (2022).

Ojanen, Atte; Sahlgren, Otto; Vaiste, Juho; Björk, 

Anna; Mikkonen, Johannes; Kimppa, Kai; Laitinen, 

Arto; Oljakka, Nea.

Raportti ja arviointikehikko ladattavissa täältä:
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164290
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